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1 Uvod

Celd tato prace vychazi ze ¢lanku [1] Initialization for K-means clustering using
Voronoi diagram od autoru Damodar Reddy a Prasanta K. Jana. Veskeré idaje
a obrazky v tomto dokumentu jsou vlastni tvorby a z puvodniho ¢lanku jsou
zde reprezentovany pouze myslenky. V celém dokumentu je snaha vse psat co
nejsrozumitelnéji, aby nebyl problém pro studenta 2. ro¢niku snadno pochopit
celou problematiku.

K-means je jeden z nejznaméjsich a nejpouzivanéjsich algoritmu ve shlukovéni.
Tento algoritmus je velice jednoduchy a pomérné efektivni, ale ma jisté nevyhody.
Hlavnim problémem této metody je to, ze neni mozné zarucit globalni optimum.
Je to diky tomu, Ze se pocatecni stiedy shluka vybiraji ndhodné. V piipadé, ze
jsou data dostatecné rozdilna, vysledky jsou konzistentni. OvSem pokud shluky
nejsou jednoznacné, je pravdépodobné, ze se pti opakovaném spusténi algoritmu,
budou vystupy nad stejnymi daty lisit.

Autori puvodniho ¢ldnku [1] proto pfichazeji s inovativni myslenkou - Vyuzivaji

k inicializaci Voroného diagramu, ktery je zkonstruovan ze vstupnich dat. Po¢atecni
sttedy shluku jsou efektivné vybrany z bodu, které lezi na nejvétsich Voroného
kruzich. Vysledkem je algoritmus, ktery automaticky vytvofi vhodné pocatecni
stiedy shluku pro metodu K-means. Autofi ¢ldnku [1] tuto metodu testovali jak
na redlnych, tak na umeéle vytvorenych datech, a z vysledku téchto testu zjis-
tili, ze pouziti tohoto algoritmu umoznuje presnéjsi shlukovani nez pii vyuziti
tradi¢niho K-means nebo vylepseného K-means.



2 Vysvétleni pojmiu

2.1 K-means shlukovani

Tento algoritmus [2] vytvofi z mnoziny n bodii, kde body mohou byt libovolné
dimenze (viz Obrézek 1.), k shluku. K-means jednotlivé body prifadi do shluku
tak, aby se v kazdém shluku nachdazely body, které si jsou v prostoru nejblize
(viz Obrézek 2.).

Algoritmus se skladé z téchto kroku:

1. Nejprve se ndhodné vybere k bodu ze vstupni mnoziny n. Tyto body
budou slouzit jako pocateéni stedy shluku.

2. Nyni se vezmou vSechny body mnoziny n a porovna se, ke kterému ze
stfedu maji jednotlivé body nejblize. Timto vznikne k skupin bodu. Neni
dulezité, kolik bodu se v jednotlivém shluku nachézi. Muze se tedy stéat,
ze se v nékterém shluku bude nachéazet pouze stiedovy bod.

3. Jakmile jsou v8echny body pfifazeny, vypoctou se nové stiedy shluki. To
se provede tak, Ze se vypocte stfedovd hodnota vSech bodu dané skupiny
(tedy provede se aritmeticky prumeér jednotlivych slozek bodu).

4. Pokud se stiedy jiz nezménily, shlukovani je dokonéeno a jednotlivé sku-
piny jsou naSe zddané shluky. V opac¢ném piipadé se vracime k 2. kroku.

Po pochopeni algoritmu je patrné, Ze pocatecni uréeni stfedu ma velky vyznam
na finalni rozlozeni shluk.

Obrézek 1: Pocatecni situace Obrazek 2: K-means



2.2 Voroného diagram

Je ddna mnozina S o n bodech v m dimenziondlnim euklidovském prostoru
(viz Obréazek 3.). Voroného diagram[3] funguje tak, ze kazdému z téchto bodu
je pridélen prostor. Hranice téchto prostoru jsou piesné specifikovany a to tak,
ze kazdému bodu je ptidélena ta oblast, kterd zadnému jinému bodu neni blize.
Mista, ktera jsou stejné vzdédlend od vice bodu, pak tvoii hranice téchto ob-
lasti. Pruseciky téchto hranic jsou nazyvany vrcholy, kterych se v celém di-
agramu nachdzi maximalné 2n - 5. V ptipadé, ze ve vrcholu utvoiime stied
kruznice a zvolime jeji polomér jako vzdédlenost k nejbliz§im bodum, vSechny
tyto body, tedy vSechny body v hrani¢nich oblastech, budou lezet na obvodu
této kruznice. Témto kruznicim se fikd Voroného kruznice a jednd se o nejvétsi
prazdné kruznice. Pfi hledani téchto nejvétsich prazdnych kruznic musime také
vzit v potaz pruseciky hran diagramu s konvexni obélkou. I tyto body mohou
byt kandidaty a je tfeba je provérit. To znamena, ze je zde snaha udélat z daného
bodu co nejvétsi polomeér tak, aby se zddny bod nenachdzel uvniti (viz Obréazek

Obrézek 3: Voroného diagram Obrézek 4: Voroného kruhy

2.3 Mira chybovosti

Kvalita celého algoritmu byla poméfovana pomoci tzv. miry chybovosti. Tato
hodnota byla vyjadfena v procentech a jednd se o pomér poctu chybné klasifi-
kovanych prvku oproti celkovému poctu prvku. Z toho samoziejmé vyplyvé, ze
¢im mensi je mira chybovosti pro danou situaci, tim 1épe ji algoritmus zvladl.

ER = Pocet chybné klasifikovanygch prvki / Celkovy pocet prvkd * 100



3 Navrzena metoda

3.1 Algoritmus

Inova¢éni metodal4] navrzena autory ¢lanku[l] se sklddd ze dvou fazi. V prvni
fazi se spoc¢tou pozice pocatecnich stiedu jednotlivych shluku. Ve druhé fézi se
tyto sttedy pouziji jako vstup do algoritmu K-means.

Celd metoda tedy funguje timto zptsobem. Nejprve se ze vstupni mnoziny bodu
sestavi Voroného diagram. Poté vyhleddme vsechny vrcholy, které zformovanim
diagramu vznikly. Tyto vrcholy sefadime podle poloméru Voroného kruznice,
kterou bychom tu mohli sestrojit, od nejvétsitho po nejmensi a v tomto poradi
je ulozime do pole sorted Vertices[]. Nyni si vytvorime dalsi pole, které pojme-
nujeme test/]. Postupné do néj budeme uklddat body lezici po obvodu kruznice,
tedy vSechny nase kandiddty. Do dalstho pole, které pojmenujeme centers/],
budeme uklddat vysledné stiedy. Postupné budeme nad polem sorted Vertices[]
provadeét tyto akce:

1. Vsechny body, které lezi na obvodu aktudlni kruznice, ulozime do test[].
Jestlize bude vzdélenost mezi libovolnymi dvéma body v tomto poli mensi,
nez je polomér kruznice, jeden z téchto bodu odebereme (neni dulezité
ktery). Takto ovérime celé pole test[].

2. Nyni provedeme stejné ovétreni, pouze s tim rozdilem, ze porovname vzdalenosti
mezi body v test/[] a body v centers/] (v prvni iteraci je pole centers[]
prazdné a tak tento krok pfesko¢ime). Pokud bude vzdalenost mezi témito
body mensi nez polomér aktudlni kruznice, bod v poli test/] smazeme.

3. Zbyvajici body v poli test[] pfesune do centers/] a pole test[] vyprazdnime.
Pokud se po presunu bodu bude v centers[] nachdzet k bodu, tedy tolik,
kolik jsme si zvolili, ze ma byt stfedu, algoritmus ukonéime. Pokud po
presunuti celého pole bude v centers/] méné nez k bodu, pokracujeme
dalsi iteraci, tedy dalsi kruznici.

Jakmile se v centers[] nachdzi k prvki, muzeme toto pole predat algoritmu K-
means. Ten se jiz spusti béznym zpusobem a tyto body pouzije jako pocateéni
stfedy shluk.



3.2 Pseudokéd

vstup: MnoZina S o n bodech a polet poZadovanych shlukid k
vystup: k shluki vytvofenych z mnoZiny dat S

Metody pouZité v pseudokédu:

voronoi(S): vytvori Voroného diagram z mnoziny bodd S a vrati pole
vrcholu verteces(]

r(v): vrati polomér nejvét§i prazdné kruZnice se st¥edem v daném vrcholu
sort(vertices): sestupné& sefadi pole vrcholda na zdklad& polomé&ru r(v)
circumpoints(v): nalezne vSechny body na obvodu kruZnice se st¥edem

ve vrcholu v

dist(p, q): spolte euklidovskou vzddlenost mezi body p a q

kMeans(S, centers[]): vrati shluky vytvofené z mnoZiny dat S, poZdtelnimi
stfedy shluka budou prvky v centers[], poZet shluku zavisi na velikosti
centers[]

01 vertices[] = voronoi(s)
02 sortedVertices = sort(vertices)
04 pro kazdé v ze sortedVertices[]{

05 test[] = circumpoints(v)

06 pro kazdj bod z test[], i=0 {

07 pro kazdj bod z test[l, j=0 {

08 if (i'=j && dist(test[i], test[jl) < r(v))
09 odeber test[i] z testl[] ##5lo by i testl[j]
10 }

11}

12 pro kazdj bod z test[], i=0 {

13 pro kazdj bod z centers[], j=0 {

14 if (dist(test[i], centers[j]l) < r(v))

15 odeber test[i] z test[]

16 }

17 }

18 zkopiruj obsah test[] do centers[], obsah test[] vymaz
19 if (sizeof (centers[]) == k)

20 break

21 else if(sizeof(centers[]) > k)

22 ofizni centers[] na velikost k
23 break

24 }

25 kMeans(S, centers[])



3.3 Vysledky a experimenty

Aby bylo mozné zhodnotit vysledky, autofi spustili navrzeny algoritmus nad
tfemi ruznymi umélymi i redlnymi daty z databdze UCI[5]. Tyto vysledky|[6]
byly porovnany s tradi¢nim i vylepSenym K-means. Z nasledujicich obrazku je
patrné, Ze si tyto algoritmy vedly ruzné, nicméné autory navrzeny algoritmus
nad nimi vyéniva. V prvnim piipadé byly algoritmy aplikovany na mnozinu dat
s péti clustery, kde tii z nich jsou velice malé, aby simulovaly vyskyt dat, kterd
nikam nezapadaji. (viz Obrézek 5. a-c). Algoritmy dosdhly podobnych vysledku
i u dalsf mnoziny zvané Ring-curve-parallelogram (viz Obrézek 6. a-c). Posledni
testy byly provedeny na mnoziné dat se ¢tyfmi clustery (viz Obrézek 7. a-c).
Porovndn{ jednotlivych vysledku je zndzornéno v tabulee (viz. Obrdzek 8.). ER,
které je pouzité v tabulce, znamend miru chybovosti. Tento pojem byl vysvétlen
v kapitole 2.3.

Obrézek 5: Vysledky dat s péti clustery a) K-means; b) VylepSeny K-means; c)
Navrzeny algoritmus

Obrézek 6: Vysledky dat Ring-curve-parallelogram a) K-means; b) Vylepseny
K-means; ¢) Navrzeny algoritmus



%
ab
&

Obrézek 7: Vysledky dat se ¢tyfmi clustery a) K-means; b) VylepSeny K-means;
¢) Navrzeny algoritmus

Typ Mnoistvi Spatné zafazené vzory ER

mnoZiny vzorkd K-means K-means+ | Mavrh | K-means K-means+ | Navrh
Iris 150 22 20 17 14.67 13.33 11.33

5. Heart 187 14 13 14 7.49 6.95 7.49
Wine 178 23 19 17 12.92 10.67 9.56
Ecoli 336 65 54 45 19.34 16.7 13.39

St. Heart 270 44 a1 30 16.23 15.19 11.11
P.l. Diabetes 768 193 153 109 25.13 19,92 14,19
Soybean a7 11 g 8 23.40 17.2 17.2
B. Tissue 106 23 19 16 21.69 17.92 15.9

Obrézek 8: Tabulka vysledku

3.4 Zhodnoceni

Diky této metodé&[4] ndm nyni bude K-means vracet piesnéjsi vysledky. Dalsi
vyhodou je také to, ze vystupy nad danymi daty budou stejné, coz znacéné
usadni testovani. Z pokustu provedenych autory plyne, ze oproti klasickému K-
means je zde priblizné 41% zlepseni v mife chybovosti a oproti vylepsenému
K-means je chybovost nizs{ pfiblizné o 18%. To jsou velmi zajimavéa &isla, ob-
zvlasté vezmeme-li v potaz to, ze se ¢asova narocnost celého algoritmu piilis
nezméni. Vorného diagram je vytvoren za O(n log n) ¢asu a stejné mnozstvi
casu je také potieba pro sefazeni pole vrcholu. Samotny K-means ma slozitost
O(knt), kde k je pocet clustert, n je mnozstvi dat a t je pocet iteraci. Slozitost
K-means tedy dominuje a slozitost celého algoritmu je také O(knt)



4 Zavér

Myslim si, ze tento algoritmus[4] m4 velice slibnou budoucnost, pokud se dostane
do podvédomi vefejnosti. Zlepseni presnosti oproti standardnimu a vylepsenému
K-means je znacné, ale zaroven se prili§ neméni ¢asové néklady. Samoziejmé je
zde o néco vice kédovani, ale pokud pracujete na aplikace, kde je rozdéleni do
shlukt kritické, je to dle mého nézoru dobré Casova investice.

Autofi se plénuji do budoucna zamérit na dals{ vyvoj tohoto algoritmu[7]. Jejich
cilem je, aby byla byla soucasti ndvrhu metoda schopnd zjistit, kolik shluku se
v mnoziné dat nachazi a nebylo tak nutné tuto hodnotu ru¢né zadavat. To by
opét otevielo iplné nové moznosti pro K-means, protoze se ¢asto pfi shlukovani
ocitame v situaci, kdy tuto hodnotu nezname. Takto plné zautomatizovany K-
means by bylo velice pohodlné pouzivat a pokud by se ¢asova slozitost udrzela
na rozumné hodnoté, méli bychom co do ¢inéni s dalsim krokem kupiedu v ob-
lasti shlukovéni.
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